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1 生生生存存存分分分析析析的的的统统统计计计学学学基基基础础础

在许多应用中，预测关键事件发生之前的时间持续性被称为“时间到事件”结果。这类预测对决策

至关重要。例如，电子商务公司可能希望预测用户多久进行一次购买；在医疗健康领域，医院可能

对预测患者何时复发感兴趣。准确预测这些时间到事件的结果，有助于在电子商务平台上展示定向

广告或促销活动，或者在医疗健康领域根据预测结果合理规划治疗，从而降低患者复发的风险。

生存分析是一种专门用于研究时间到事件数据的统计方法，尤其适用于预测某一事件（如疾病的

发生、死亡或设备故障等）发生的时间。与传统回归分析不同，生存分析不仅关注事件是否发生，

更加注重事件发生的时间长短。生存分析的核心概念包括生存函数和风险函数（后文将详细定义

这两者）：生存函数表示在某一时间点之后仍然存活的概率，而风险函数则描述某一时刻发生事件

的风险。

在实际应用中，时间到事件预测的一个显著特点是，通常在收集训练数据以学习生存分析模型时，

并不能看到每个数据点的真实事件发生时间，也就是说，它们的事件发生时间是被删失的。例如，

某些患者在研究期间未发生死亡事件，因此其死亡时间数据被删失，无法观察到事件的真实发生

时间。这种删失现象可能会对生存分析的结果产生影响。

生存分析在临床研究中尤为重要。通过患者的生存时间及其相关因素，生存分析不仅能够帮助预

测疾病的进展、评估治疗效果，还能为公共卫生政策提供数据支持。此外，生存分析广泛应用于评

估产品耐用性或设备故障率，成为跨学科的强大工具，广泛服务于各个领域，从而提升各行业决策

的准确性和效率。

近年来，随着深度学习技术的发展，研究人员开始将深度学习与传统生存分析方法相结合，以提高

时间到事件预测的准确性和效率。

在本章中，我们假设读者熟练掌握微积分、线性代数、概率论和数理统计的基本知识，以及机器学

习尤其是神经网络中的基本概念。我们将从深度学习的视角重新审视经典的生存分析方法。
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1.1 问问问题题题描描描述述述

在生存分析中，我们有一组样本 {(X1,Y1,∆1), . . . , (Xn,Yn,∆n)}，每个样本 i由以下三部分组成：

1. Xi ∈ X是输入变量（例如一张图片或一段文本等），

2. Yi ∈ [0,∞)是观察到的时间（可能是实际的生存时间，也可能是删失时间），

3. ∆i ∈ {0, 1}是事件指示符：若 ∆i = 1，表示事件已发生，Yi 是实际生存时间；若 ∆i = 0，表示

事件未发生，Yi 为删失时间（即我们最后观察到的时间）。

我们的目标是建立输入 X与生存时间或删失时间之间的关系模型。

观测数据的表示可以简化为以下形式：

Yi = min(Ti,Ci), (1.1)

其中 Ti表示真实的生存时间，Ci表示真实的删失时间。事件指示符 ∆i为：

∆i = 1{Ti ≤ Ci}, (1.2)

其中 1{·}是指示函数，当其参数为真时取值为 1，否则取值为 0。

因此，对于任意给定的输入 X，其真实生存时间为 T，真实删失时间为 C，我们得到以下观测值：

Y = min(T,C), (1.3)

事件指示符为：

∆ = 1{T ≤ C}. (1.4)

这一统计框架被称为右删失数据模型（即当 ∆i = 0时，表示事件未发生）。在这种模型中，真实的

生存时间 Ti 大于观察到的删失时间 Ci。此框架假设删失是独立的，也就是说，在给定输入 X 的条

件下，生存时间与删失时间是相互独立的。

通过建立合适的生存分析模型，我们可以从这些观测数据中推断出生存或删失的规律，并对未来

的事件进行预测。
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1.2 连连连续续续时时时间间间模模模型型型

对于输入 x ∈ X ⊆ Rd，我们假设在条件 X = x下，生存时间 T 是一个连续随机变量，其概率密度

函数为 f (t|x)，累积分布函数为 F(t|x) =
∫ t

0 f (u|x) du；这两个函数中的任意一个都完全表征了分布

PT |X(·|x)。

条件生存函数定义为：

S (t|x) := P(生存超过时间 t|原始输入为 x) = P(T > t|X = x), (1.5)

其中 t ≥ 0且 x ∈ X。在本章中，我们将条件生存函数 S (·|x)简称为生存函数。

根据上述定义，有：

S (t|x) = P(T > t|X = x) = 1 − P(T ≤ t|X = x) = 1 − F(t|x). (1.6)

所以，生存函数具备以下性质：

1. S (·|x) = 1 − F(·|x)是单调递减的，从 1递减到 0，因为累积分布函数是单调递增的，从 0递增

到 1。

2. 估计函数 S (·|x)等价于估计累计分布函数 F(·|x)，这意味着我们的目标是估计条件生存时间分

布 PT |X(·|x)。。

需要注意的是，不同的生存分析预测模型对生存函数 S (·|x)做出不同的假设，通常我们预测的是生

存函数的变换形式，而不是直接预测生存函数 S (·|x)。

风险函数的定义如下：

h(t|x) := −
d
dt

log S (t|x), (1.7)

由此可得：

h(t|x) = −
d
dt

log S (t|x) = −
d
dt

S (t|x) ·
1

S (t|x)
= −

d
dt

[1 − F(t|x)] ·
1

S (t|x)
=

f (t|x)
S (t|x)

, (1.8)

其中， f (·|x)是分布 PT |X(·|x)的概率密度函数。因此，风险函数是非负的，并且可能具有任意大的

正值。

如果已知风险函数 h(·|x)，则可以通过以下方式得到生存函数 S (·|x)：

h(t|x) = −
d
dt

log S (t|x)⇒
∫ t

0
h(u|x) du = − log S (t|x)⇒ S (t|x) = exp

(
−

∫ t

0
h(u|x) du

)
. (1.9)
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累积风险函数定义为：

H(t|x) :=
∫ t

0
h(u|x) du. (1.10)

从上面的公式中可以看出，S (t|x) = exp(−H(t|x))。因此，如果我们知道 H(t|x)，就能得到 S (t|x)。进

一步地，从 h(t|x) = d
dt H(t|x)可得，如果我们知道 H(t|x)，也可以得到 h(t|x)。需要注意的是，虽然

S (t|x)和 H(t|x)是单调函数，但 h(t|x)不一定是单调的。

我们总结一下概率密度函数 f (·|x)、累积分布函数 F(·|x)、生存函数 S (·|x)、风险函数 h(·|x) 和累积

风险函数 H(·|x)之间的关系：

KRA1: f (t|x) =
d
dt

F(t|x) =
d
dt

(1 − S (t|x)) = h(t|x)S (t|x),

KRA2: F(t|x) =
∫ t

0
f (u|x) du = 1 − S (t|x),

KRA3: S (t|x) = 1 − F(t|x) =
∫ ∞

t
f (u|x) du = e−H(t|x) = e−

∫ t
0 h(u|x) du,

KRA4: h(t|x) =
d
dt

H(t|x) = −
d
dt

log S (t|x) =
f (t|x)
S (t|x)

,

KRA5: H(t|x) = − log S (t|x) =
∫ t

0
h(u|x) du.

(1.11)

接下来，假设 g(Yi;φ) 表示删失过程的概率密度函数，G(Yi;φ) 是删失过程的生存函数，且假设 Ti

和 Ci是独立事件。我们可以推导出以下的似然函数：

L =
n∏

i=1

P(Ti ∈ [Yi,Yi + ∆t1),Ci > Yi)∆i · P(Ti > Yi,Ci ∈ [Yi,Yi + ∆t2))1−∆i

=

n∏
i=1

[ f (Yi; θ)∆t1G(Yi;φ)]∆i · [S (Yi; θ)g(Yi;φ)∆t2]1−∆i

=

n∏
i=1

[ f (Yi; θ)]∆i[S (Yi; θ)]1−∆i[∆t1G(Yi;φ)]∆i[g(Yi;φ)∆t2]1−∆i .

(1.12)

所以，似然函数可表示为：L ∝
∏n

i=1[ f (Yi; θ)]∆i[S (Yi; θ)]1−∆i。进而，我们重新定义似然函数 L：

L :=
n∏

i=1

[
f (Yi|Xi)∆iS (Yi|Xi)1−∆i

]
. (1.13)

通过使用关系 (1.11)，可以将其重写为：

4



L =
n∏

i=1

[
f (Yi|Xi)∆iS (Yi|Xi)1−∆i

]
KRA1
=

n∏
i=1

[
h(Yi|Xi)∆iS (Yi|Xi)∆i

] KRA3
=

n∏
i=1

[
h(Yi|Xi)∆i exp

(
−

∫ Yi

0
h(u|Xi)du

)]
.

(1.14)

进一步，将 h(t|x) = h(t|x; θ)代入上式，我们得到：

L(θ) =
n∏

i=1

[
h(Yi|Xi; θ)∆i exp

(
−

∫ Yi

0
h(u|Xi; θ)du

)]
. (1.15)

其中θ为生存分析模型中风险函数的参数。对似然函数 (1.15)取对数，得到：

log L(θ) = log

 n∏
i=1

[
h(Yi|Xi; θ)∆i exp

(
−

∫ Yi

0
h(u|Xi; θ)du

)]
=

n∑
i=1

[
∆i log h(Yi|Xi; θ) −

∫ Yi

0
h(u|Xi; θ)du

]
.

(1.16)

在经典统计学中，通常通过极大化对数似然函数 max
θ

log L(θ)来估计统计学参数 θ. 然而,在机器学

习中，通常通过极小化负对数似然函数：

LHNLL(θ) := −
1
n

log L(θ) = −
1
n

n∑
i=1

[
∆i log h(Yi|Xi; θ) −

∫ Yi

0
h(u|Xi; θ)du

]
. (1.17)

将其作为神经网络的损失函数。极大化对数似然函数与极小化负对数似然函数是等价的。

下面，我们以风险比例模型为例，展示如何构造风险比例模型的负对数似然函数。在比例风险模型

中，假设风险函数可以分解为如下形式：

h(t|x) = h0(t; θ)e f (x;θ) 对于 t ≥ 0, x ∈ X, (1.18)

其中 h0(·; θ) : [0,∞)→ [0,∞)和 f (·; θ) : X → R是带参数向量 θ的函数。特别地：

1. 指数型比例风险模型：h(t|x; θ) := eβ
⊤x+ψ.对于 t ≥ 0, x ∈ X。此时，基准风险函数和协变量影

响函数分别为：

h0(t; θ) = eψ, f (x; θ) = β⊤x, (1.19)

其中参数 θ = (β, ψ) ∈ Rd × R。将这个风险函数 h(t|x; θ) = eβ
⊤x+ψ 代入负对数似然函数的公式

(1.17)，我们得到：
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LHNLL(β, ψ)

= −
1
n

n∑
i=1

[
∆i(β⊤Xi + ψ) −

∫ Yi

0
eβ
⊤Xi+ψdu

]
= −

1
n

n∑
i=1

[
∆i(β⊤Xi + ψ) − Yieβ

⊤Xi+ψ
]
.

(1.20)

2. 威布尔型比例风险模型：h(t|x; θ) := teeφ−eβ
⊤ x

eφ+ψ+φ.对于 t ≥ 0, x ∈ X。此时，基准风险函数和

协变量影响函数分别为：

h0(t; θ) = teφ−1
eψ+φ, f (x; θ) = (β⊤x)eφ, (1.21)

其中参数 θ = (β, ψ, φ) ∈ Rd ×R ×R。将风险函数 h(t|x; θ) := teφ−eβ
⊤ x

eφ+ψ+φ代入负对数似然函数

公式 (1.17)，我们得到：

LHNLL(β, ψ, φ) = −
1
n

n∑
i=1

[
∆i

((
eφ − 1

)
log Yi + (β⊤Xi)eφ + ψ + φ

)
− Yieφe(β⊤Xi)eφ+ψ

]
. (1.22)

接下来，我们介绍更一般的 Cox风险比例模型。根据 Cox [1]和Breslow [2]的工作，基准风险函数

h0(t; θ)可以被表示为分段常数函数，其定义如下：

h0(t; θ) :=


λl, 如果 τl−1 < t ≤ τl, l ∈ [L],

0, 如果 t > τL,
(1.23)

其中 λ = (λ1, λ2, . . . , λL) ∈ [0,∞)是基准风险函数的参数，而 τ(1), τ(2), . . . , τ(L)是事件发生的特定时

间点，通常这些时间点表示生存分析中的观测事件时间。此外，定义 τ0 := 0。

将基准风险函数和风险函数的定义代入负对数似然函数公式 (1.17)，可以得到：

log L(θ, λ) =
n∑

i=1

[
∆i log h(Yi|Xi; θ) −

∫ Yi

0
h(u|Xi; θ) du

]

=

n∑
i=1

[
∆i log

(
h0(Yi; θ)e f (Xi;θ)

)
−

∫ Yi

0
h0(u; θ)e f (Xi;θ) du

]

=

L∑
m=1

D[m] log λm +

n∑
i=1

∆i f (Xi; θ) −
L∑

m=1

(τm − τm−1)λm

n∑
j=1

I
(
Y j ≥ m

)
e f (X j;θ).

(1.24)

通过对 λl 进行求导，并设定
d log L(θ)

dλl

∣∣∣∣
λl=λ̃l
= 0，我们可以得到基准风险函数的最大似然估计：
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λ̃l =
D[l]

(τl − τl−1)
n∑

j=1
I
(
Y j ⩾ l

)
e f (X j;θ)

. (1.25)

我们将公式 (1.25)代入公式 (1.24)：

log L(θ) =
L∑

m=1

D[m] log
D[l]

(τ(m) − τ(m−1))
n∑

j=1
I
{
Y j ⩾ m

}
e f (X j;θ)

+

n∑
i=1

∆i f (Xi; θ) −
L∑

m=1

D[m]

=

n∑
i=1

∆i

 f (Xi; θ) −
n∑

i=1

log

 n∑
j=1

I
{
Y j ⩾ Yi

}
e f (X j;θ)


 +常数.

(1.26)

最终得到 Cox模型的负对数似然函数：

LHNLL(θ) = −
1
n

n∑
i=1

∆i

 f (Xi; θ) −
n∑

i=1

log

 n∑
j=1

I
{
Y j ⩾ Yi

}
e f (X j;θ)


 . (1.27)

这个公式为Cox比例风险模型的负对数似然函数，涵盖了基准风险的估计和协变量的影响。在实际

应用中，这一负对数似然函数常用于模型参数的估计。
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1.3 离离离散散散时时时间间间模模模型型型

在离散时间模型中，假设时间被离散化为自定义的 L个时间点 τ(1), τ(2), . . . , τ(L) ∈ [0,∞)，其中 τ(1) <

τ(2) < · · · < τ(L)。假设所有训练值 Yi 已经离散化为从 τ(1), τ(2), . . . , τ(L) 选取的值。分布 P(T | X = x)

的概率质量函数(PMF)和累计分布函数(CDF)的定义如下：

PMF : f [l | x] := P(T = τ(l) | X = x),对应l ∈ [L],

CDF : F[l | x] := P(T ≤ τ(l) | X = x) =
l∑

m=1

f [m | x].

其中概率质量函数 f [· | x]满足：对于所有 l ∈ [L]，有 f [l | x] ≥ 0;
L∑

l=1
f [l | x] = 1。另外，概率质量

函数和累计分布函数之间的关系是： f [l | x] = F[l | x] − F[l − 1 | x]，其中 F[0 | x] := 0。

对于任意 x ∈ X，在时间索引 l ∈ [L]处的离散时间生存函数定义为：

S [l | x] := P(T > τ(l) | X = x) = 1 − F[l | x] = 1 −
l∑

m=1

f [m | x]. (1.28)

此外，概率质量函数 f [l | x]可以通过公式 (1.28)表示为：

f [l | x] = F[l | x] − F[l − 1 | x] = (1 − S [l | x]) − (1 − S [l − 1 | x]) = S [l − 1 | x] − S [l | x]l ∈ [L], (1.29)

其中 S [0 | x] := 1。

离散时间风险函数 h[l | x]的定义是 h[l | x] := P(T = τ(l) | X = x,T ⩾ τ(l))。那么风险函数 h[l | x]可以

写成

h[l | x] =
P(T = τ(l),T ⩾ τ(l) | X = x)

P(T > τ(l−1) | X = x)
=

P(T = τ(l) | X = x)
P(T ⩾ τ(l) | X = x)

=
P(T = τ(l) | X = x)

P(T > τ(l−1) | X = x)
=

f [l | x]
S [l − 1 | x]

=
S [l | x] − S [l − 1 | x]

S [l − 1 | x]

(1.30)

需要注意的是，尽管连续时间的风险函数 h(t | x)可以为非负值并且可能超过 1，但在离散时间中，

h[l | x]作为一个概率，不能超过 1。

另外，从公式 (1.30)可以得到：

h[l | x] =
S [l | x] − S [l − 1 | x]

S [l − 1 | x]
⇔ S [l | x] = S [l − 1 | x] (1 − h[l | x]) . (1.31)
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于是，生存函数 S [l | x]可以表示为：

S [l | x] =
l∏

m=1

(1 − h[m | x]) , l ∈ [L], (1.32)

上述公式 (1.32)还说明了如何利用风险函数 h[· | x]来估计生存函数 S [· | x]。

离散时间累计风险函数定义为：

H[l | x] :=
l∑

m=1

h[m | x], (1.33)

根据上述公式 (1.33)，有以下关系：

h[l | x] = H[l | x] − H[l − 1 | x], (1.34)

其中 H[0 | x] := 0。

需要注意的是，在连续时间模型中，关系式 − log S [l | x] = H[l | x]成立。然而，在离散时间中，相

应的表达式为：

− log S [l | x] = H[l | x] +
l∑

m=1

∞∑
p=2

(h[m | x])p

p
, l ∈ [L]. (1.35)

总结一下，概率质量函数 PMF f (·|x)、累积分布函数 CDF F(·|x)、生存函数 S (·|x)、风险函数 h(·|x)

和累计风险函数 H(·|x)之间的关系：

KRB1 : f [l | x] = F[l | x] − F[l − 1 | x] = S [l − 1 | x] − S [l | x] = h[l | x]S [l − 1 | x]

KRB2 : F[l | x] =
l∑

m=1

f [m | x] = 1 − S [l | x]

KRB3 : S [l | x] = 1 − F[l | x] =
L∑

m=l+1

f [m | x] =
l∏

m=1

(1 − h[m | x])

KRB4 : h[l | x] = H[l | x] − H[l − 1 | x] =
S [l − 1 | x] − S [l | x]

S [l − 1 | x]
=

f [l | x]
S [l − 1 | x]

KRB5 : H[l | x] =
l∑

m=1

S [m − 1 | x] − S [m | x]
S [m − 1 | x]

=

l∑
m=1

h[m | x]

(1.36)

其中 F[0 | x] = 0, S [0 | x] = 1, H[0 | x] = 0。

与连续时间模型的似然函数 (1.13)类似，离散时间模型的似然函数表达为：

L :=
n∏

i=1

[
f [κ(Yi) | Xi]

]∆i [S [κ(Yi) | Xi]]1−∆i , (1.37)
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其中，κ(Yi)表示与观测时间 Yi 对应的时间索引，Yi 被离散化为 τ(1), τ(2), . . . , τ(L) 中的一个值。函数

f [κ(Yi) | Xi]表示在时间 κ(Yi)发生事件的概率质量，条件是协变量 Xi，而 S [κ(Yi) | Xi]表示在相应时

间索引下，条件为 Xi的生存函数。对于第 i个个体，指示符 ∆i如果事件发生则取值 1（即 ∆i = 1），

如果事件被删失则取值 0（即 ∆i = 0）。

根据关系 (1.36)，我们将公式 (1.37)重新写为：

L =
n∏

i=1

[
f [κ(Yi) | Xi]

]∆i [S [κ(Yi) | Xi]]1−∆i

KRB1
=

n∏
i=1

[
(h[κ(Yi) | Xi]S [κ(Yi) − 1 | Xi])∆i S [κ(Yi) | Xi]1−∆i

]
KRB3
=

n∏
i=1

h[κ(Yi) | Xi]

κ(Yi)−1∏
m=1

(1 − h[m | Xi])


∆i κ(Yi)∏

m=1

(1 − h[m | Xi])


1−∆i


=

n∏
i=1

h[κ(Yi) | Xi]∆i(1 − h[κ(Yi) | Xi])1−∆i

κ(Yi)∏
m=1

(1 − h[m | Xi])


 .

(1.38)

然后，对公式 (1.38)两边取对数，得到对数似然函数：

log L =
n∑

i=1

[
∆i log (h[κ(Yi) | Xi]) + (1 − ∆i) log (1 − h[κ(Yi) | Xi])

]
+

κ(Yi)−1∑
m=1

log (1 − h[m | Xi]) (1.39)

在经典统计学中，通常通过极大化对数似然函数 (1.39)求得统计学参数 ξ，而在机器学习中等价地

通过最小化负对数似然函数：

LHNLL(ξ) = −
1
n

n∑
i=1

[
∆i log (h[κ(Yi) | Xi; ξ]) + (1 − ∆i) log (1 − h[κ(Yi) | Xi; ξ])

]
+

κ(Yi)−1∑
m=1

log (1 − h[m | Xi; ξ]). (1.40)

通过这些公式和推导，离散时间模型中的生存分析和相关量的估计得到了有效描述。
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1.4 本本本章章章小小小结结结

1. 本章给出了连续时间模型下的概率密度函数 f (·|x)、累积分布函数 F(·|x)、生存函数 S (·|x)、风

险函数 h(·|x) 和累积风险函数 H(·|x) 之间的关系 (1.11)，以及离散时间模型下的概率质量函

数 PMF f (·|x)、累积分布函数 CDF F(·|x)、生存函数 S (·|x)、风险函数 h(·|x) 和累计风险函数

H(·|x)之间的关系 (1.36)。

2. 本章还给出了连续和离散时间模型下的基本似然函数 (1.13)和 (1.37)。

3. 本章进一步给出了连续和离散时间模型下的基本非负对数似然函数 (1.17)和 (1.40)。

需要说明的是，以上三点为后续章节的基础。
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